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Übersicht  
 

Diese Bachelorarbeit zeigt eine Methode, um Merkmalspunkte aus Bildern zu 
generieren, die sowohl sehr gut voneinander unterscheidbar sind, als sich auch in 
verschiedenen Bildern der gleichen Szene mit großer Wahrscheinlichkeit 
wiederfinden lassen. Dabei wird großer Wert auf die Robustheit dieser Merkmale 
gelegt, um sie resistent, bzw. bestmöglichst invariant bezüglich Skalierung, Rotation, 
Translation, Illumination, Rauschen und 3D-Blickwinkelveränderungen zu machen. 
Des Weiteren wird eine Methode aufgezeigt, um mit Hilfe von Merkmalsvergleichen 
effizient Objektinstanzen zu lokalisieren und für den Nutzer kenntlich zu machen, 
indem Gruppen von Merkmalsübereinstimmungen im Posenraum ausfindig gemacht 
und einer Fehler- bzw. optional einer Wahrscheinlichkeitsprüfung unterzogen 
werden. Zusätzlich wird auf eine Referenzimplementierung die parallel entwickelt 
und dieser Arbeit beigelegt wurde, genauer eingegangen und zuletzt werden 
Erkenntnisse und Auswertungen die sich während dieses Prozesses ergaben, 
vorgestellt. 

 

Abstract  
 

This bachelor thesis presents a method to extract features from images which are 
both highly distinctive and can be found repetitively with high probability in different 
images of the same scene. During this process a high priority is placed on the 
robustness of these features by making them as invariant as possible against 
different scales, translation, rotation, illumination, noise and 3D viewpoint changes. 
In addition, it shows a method that efficiently detects object instances by 
determining clusters of feature matches in a pose space and tests them for errors 
and optionally for probability. Furthermore it presents a reference implementation, 
which was developed parallel and is attached to this thesis, as well as results and 
conclusions yielded during the process. 
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Kapitel 1  

 

1  Einleitung  

 
Für den Menschen ist es einfach, Objekte seiner Umgebung zu identifizieren und zu 
benennen. Er braucht hierfür das Objekt nur schon einmal gesehen zu haben und 
oftmals reicht auch eine Beschreibung aus, um aus den abstrakten geistigen 
Modellen eine Übereinstimmung mit der realen Welt zu schaffen. Ebenso die 
Fähigkeit, aus Teilinformationen etwas zu rekonstruieren, ist ein wichtiger Aspekt. 
Als Beispiel genügt es einem Menschen, ein Auto von der Seite zu sehen, um es 
später aus einem anderen Blickwinkel wieder zu erkennen. Diese Interpolations- und 
Abstraktionsfähigkeit zählt zu den bemerkenswertesten Vorgängen im menschlichen 
Gehirn, welche sich leider aber nur bedingt und sehr schwer auf den Computer 
übertragen lassen. Es existieren verschiedene Ansätze, diese Objekterkennung 
automatisch von Computern durchführen zu lassen. Im Folgenden wird eine Theorie 
zur Objektinstanzenerkennung untersucht und die Mechanismen zur 
Implementierung beschrieben. 

 

1.1  Motivation  

 

Die Zielsetzung dieser Bachelorarbeit war der Entwurf und die Implementierung 
eines Objektinstanzenerkennungssystems auf der Basis einer, von David G. Lowe (1) 
erstellten wissenschaftlichen Abhandlung (2). Im diesem Ansatz werden 
Merkmalspunkte (im Folgenden auch Schlüsselpunkte, Featurepunkte oder engl. 
Keypoints genannt) aus einem oder mehrerer ModellōƛƭŘŜǊ όƛƳ  CƻƭƎŜƴŘŜƴ αModelƭά 
genannt) mit den auf gleiche Weise gewonnenen Merkmalspunkten eines vom 
.ŜƴǳǘȊŜǊ ƎŜǿ ŅƘƭǘŜƴ .ƛƭŘŜǎ όαTestbildάύ, verglichen, um zu bestimmen, ob sich diese 
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Modelle im Testbild befinden; falls ja, wie viele, und an welcher Stelle. Bei diesem, 
skaleninvariante Merkmalstransformation (engl: scale invariant feature transform, 
kurz SIFT) genanntem Prozess werden Punkte, die gewissen Bedingungen genügen, 
ausfindig gemacht. Für jeden dieser Punkte werden Merkmalsbeschreibungen 
berechnet, die sowohl skalen-, als auch rotationsinvariant sind und es somit 
ermöglichen, diese Punkte mit hoher Wahrscheinlichkeit in verschiedenen Bildern 
derselben Szene immer wieder zu finden, unabhängig davon, ob die einzelnen Bilder 
zueinander verschoben, skaliert oder rotiert sind. Zur Erstellung der Schlüsselpunkte 
waren bereits Teile eines C++ Programmes gegeben, welches zuvor von anderen 
Studenten im Praktikum Video Signal Processing des Lehrstuhls Multimedia 
Computing der Universität Augsburg programmiert wurde. Darüber hinaus will man 
aufgrund der übereinstimmenden Merkmale zweier Bilder, Annahmen über die 
Relation dieser zueinander machen, sprich, eine Objektinstanz lokalisieren und für 
den Benutzer ein umgebendes Rechteck einzeichnen. Hierfür wird ein effizienter 
Algorithmus vorgestellt und implementiert, der es erlaubt, mit einem Minimum an 
Merkmalsübereinstimmungen verlässliche Aussagen darüber zu treffen, ob sich 
Objektinstanzen in einem Bild befinden und wo diese gegebenenfalls liegen. 

 

1.2  Bisherige Forschung  

 

Die Objekterkennung in Bildern lässt sich weit zurückverfolgen, erste Ansätze im 
Bezug auf lokale charakteristische Punkte gab es bereits 1981 von Moravec (3) . Wer 
genaueres zur Entwicklung bis heute wissen möchte, inklusive einer Auflistung aller 
Vor- und Nachteile verschiedener Ansätze, sei auf Lowes Paper (2) verwiesen. Hier 
werden nur die letzten Entwicklungen kurz angesprochen. 

Der αcorner detectorά von Harris (4) (5), welcher sehr lange Zeit zur Objekterkennung 
benutzt wurde, reagiert sehr empfindlich auf Änderungen der Skalierung und bietet 
daher keine gute Grundlage, Bilder verschiedener Größen zu vergleichen. Eine 
frühere Arbeit von Lowe (6) hat sich dieses Problems angenommen und den Ansatz 
dahingehend erweitert, um Skaleninvarianz zu erreichen. Im Paper, auf welches ich 
hier in dieser Bachelor-Arbeit Bezug nehme (2), wird der damals veränderte 
Detektor, der bereits weniger empfindlich für lokale Bildverzerrungen wie 3D-
Blickwinkelveränderungen war, weiter verbessert, um die Stabilität und die Feature-
Invarianz zu erhöhen. 

Es gibt bereits einige Forschungen, um skalenstabile Repräsentationen ausfindig zu 
machen. Crowley und Parker (7) haben eine Darstellung entwickelt, die Spitzen im 
Skalenraum aufspürt und diese in Bäume einfügt, welche dann zu 
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skalenunabhängigen Vergleichen herangezogen werden können. Shokoufandeh, 
Marsic und Dickinson (8) verbesserten  die Unterscheidbarkeit der 
Merkmalsbeschreibungen in ihrem graphenbasierten Ansatz zur Objekterkennung, 
indem sie Wavelet-Koeffizienten verwenden. 

Kürzlich gab es ausführliche Forschungen (9) (10) (11) (12) (13), um die Merkmale 
invariant bezüglich aller affiner Änderungen zu machen. Dies ermöglicht es, 
Merkmale einer ebenen Oberfläche bei orthographischer 3D-Projektion, in den 
meisten Fällen, durch resampling des Bildes in einem lokalen affinen Rahmen 
invariant zu vergleichen. Wie dem auch sei, keine der Methoden ist bis jetzt 
komplett affin invariant und es gibt weitere Nachteile dieser Methode. 

Es wurden viele weitere Arten von Merkmalen zum Vergleich von Bildern 
vorgeschlagen, manche könnten mit den in dieser Bachelorarbeit vorgestellten 
Merkmalen zusammen verwendet werden, um die Stabilität unter bestimmten 
Umständen weiter zu erhöhen, wie z.B.: Merkmale die Bildkonturen oder 
Bereichsgrenzen (14), oder lokale Kanten heranziehen, aber nahe liegende Kanten, 
die keinen Bezug zu diesen haben, außer Acht lassen (15), usw. Es ist sehr 
wahrscheinlich, dass in Zukunft zur Objekterkennung viele unterschiedliche 
Merkmalstypen zusammen verwendet werden, um die Robustheit insgesamt weiter 
zu steigern. 

 

1.3  Ausblick  über den Inhalt  

 

Die Bachelorarbeit gliedert sich im Wesentlichen in drei Teile, wobei der erste Teil 
sich mit der Erkennung und Erstellung der Merkmalspunkte beschäftigt. Um eine 
Menge Features (engl. für Merkmale, oder auch manchmal als Synonym für 
Merkmalspunkte) aus einem Bild zu errechnen, muss man folgende vier Schritte 
durchführen, die sich auf Detektor und Deskriptor aufteilen: 

Detektor: 

1. Skalenraumextrema-Detektion: Im ersten Schritt werden mit Hilfe einer 
Difference-of-Gaussian Funktion (DoG) Kandidaten aus allen Bildpunkten 
sämtlicher Skalen gefunden, die potentiell rotations- und skaleninvariant 
sind. 

2. Jeder dieser Kandidaten wird genauer untersucht, um exakte Werte für den 
Grad der Skalierung und den Ort zu bestimmen. Letztendlich werden nur 
solche ausgewählt, die bestimmten Stabilitätsansprüchen genügen. 
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Deskriptor: 

3. Eine oder mehrere Orientierungen werden den Keypoints, basierend auf den 
Orientierungen der umliegenden Bildgradienten, zugewiesen und alle 
zukünftigen Berechnungen werden auf Bilddaten durchgeführt, die relativ zu 
den zugewiesenen Orientierungen, Skalierungen und Positionen 
transformiert wurden, um Invarianz für eben diese Transformationen zu 
gewährleisten. (Eigentlich gehört dieser Schritt noch teilweise zum Detektor, 
wurde aber von mir in den Abschnitt des Deskriptors verschoben, da die 
gegebene Vorimplementierung diese Aufteilung benutzt.) 

4. Die umgebenden Bildgradienten jedes Punktes in der entsprechenden 
Skalierungsebene werden benutzt, um einen Vektor zu beschreiben, der 
signifikante Änderungen in der Beleuchtung und der Verzerrung von Formen 
auf lokaler Ebene erlaubt. 

 

Der zweite Teil zeigt, wie Modelle in Testbildern auf Basis eben dieser Merkmale 
wieder erkannt werden können. Die benötigten Schritte unterteilen sich wie folgt: 

1. Vergleich der Features von Modell und Testbild, um den nächsten und 
übernächsten Nachbarn mit Hilfe des quadratischen Abstands der Punkte 
(Euklidischer Abstand zum Quadrat) zu finden. 

2. Ablehnung aller Features, deren Abstandsverhältnis zum nächsten und 
übernächsten Feature zu groß ist. Die übrig gebliebenen Punkte sind 
Übereinstimmungen, mit denen man weiterarbeiten kann, diese werden als 
Matches bezeichnet. 

3. Nun werden alle diese Matches nach möglichen Posen mit Hilfe einer 
generalisierten Hough-Transformation geclustert und jeder Cluster bildet 
eine Hypothese, die mehr oder weniger wahrscheinlich ist im Bezug auf die 
Anzahl der Matches, die in die jeweilige Hypothese fallen. 

Abbildung 1: Ein Bild, bei dem gefundene Merkmalspunkte mit ihren Hauptorientierungen und deren Betrag, als 
Pfeile unterschiedlicher Länge dargestellt, eingezeichnet sind. Entnommen aus (2). 
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4. Für jede dieser Posen, die mindestens drei Punkte enthalten, wird eine affine 
Transformationsmatrix erstellt. Schlechte Matches werden entfernt und die 
verbleibenden Matches solange immer wieder auf die Hypothesen verteilt, 
ōƛǎ Ŝƴǘǿ ŜŘŜǊ ŀƭƭŜ αǎŎƘƭŜŎƘǘŜƴά a ŀǘŎƘŜǎ ŜƴǘŦŜǊƴǘ ǿ ǳǊŘŜƴ, oder sich stabile 
Hypothesen bilden. 

5. Die Menge dieser verbliebenen Hypothesen wird mit Hilfe eines 
wahrscheinlichkeitstheoretischen Modells untersucht um festzustellen, mit 
welcher Wahrscheinlichkeit die jeweils untersuchte Hypothese eine 
Modellinstanz in entsprechender Lage beschreibt oder, fälschlicherweise 
durch zufälliges Rauschen im Testbild erzeugt wurde. Dazu zieht man 
verschiedene Parameter, wie die Anzahl der Matches und die Anzahl der 
Merkmale insgesamt zu Rate. 

6. Aus den Transformationsmatrizen der nun verbleibenden Hypothesen lassen 
sich die Position(en) und Skalierung(en) des Modells im Testbild bestimmen 
(sofern noch welche übrig geblieben sind, falls nicht wurde das Modell nicht 
im Testbild gefunden). 

 

Der letzte Teil behandelt die Resultate der Experimente und die Abhängigkeiten 
bestimmter Implementierungsdetails bezüglich des Ergebnisses. Es tauchen in Lowes 
Paper einige festgelegte Parameter und unbehandelte Fragen auf, die Raum zur 
Interpretation lassen und somit Anstoß geben, bestimmte Abhängigkeiten selbst zu 

Abbildung 2: Links ein Bild, in dem das Modell rechts ς aus einem anderen Blickwinkel aufgenommen und 
reskaliert ς erkannt wurde (gekennzeichnet durch den türkisen Rahmen). Weiße Ringe zeigen Merkmalspunkte, 
gelbe Ringe sind Merkmalspunkte, die eine Übereinstimmung gefunden haben und rote Ringe sind 
Merkmalspunkte, die sowohl gematcht als auch zur Positionsbestimmung herangezogen wurden. (Rechts 
einfach eingezeichnet, links mit Hilfe der errechneten affinen Parameter hineinprojiziert. 



 

- 6 - 

testen. So kann z.B. schon eine kleine Änderung in der Implementierung, wie 
bestimmte Schwellwerte, die Anzahl der detektierten Punkte drastisch verändern 
oder sich auf die Stabilität der Erkennung auswirken. 

 

Abbildung 3: Zwei mal das gleiche Modell, bei denen aber unterschiedliche Schwellwerte für die 
Stabilitätsbedingungen innerhalb des Programms gesetzt wurden. Die als türkise Ringe eingezeichneten 
Merkmalspunkte unterscheiden sich somit in ihren Stabilitätseigenschaften. Im linken Bild sind alle Punkte 
des rechten Bildes vorhanden, aber zusätzlich etliche weniger stabile Punkte. Links wurde ein Grenzwert von 
0,006 und rechts von 0,03 für D(●) verwendet (näheres hierzu in 2.1.1). 
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Kapitel 2  

 

2  Merkmalse xtraktion  

 
Das folgende Kapitel beschäftigt sich, wie oben beschrieben, mit der Erkennung und 
Beschreibung der skalen- und rotationsinvarianten Merkmale und geht dabei auch 
auf die Implementierung ein. 

 

2.1  Der Detektor  

 

2.1.1   Theorie  

 

Zuerst versucht man, mit Hilfe eines Kaskaden-Filter-Ansatzes Schlüsselpunkt-
Kandidaten zu finden, die danach genauer untersucht werden. Der erste Schritt 
beinhaltet die Bestimmung von Positionen und Skalen, die in verschiedenen 
Ansichten eines Objekts mit hoher Wahrscheinlichkeit immer wieder gefunden 
werden können. Daher ergibt sich auch unser Invarianzenanspruch bezüglich der 
Merkmale. Durch Suche stabiler Features in allen möglichen Skalierungen mit Hilfe 
einer skalenkontinuierlichen Funktion, dem sogenannten Skalenraum (engl.: scale 
space) (16), können Stellen bestimmt werden, die invariant im Hinblick auf 
Skalierungsänderungen eines Bildes sind. Die Gauß-Funktion hat sich als einzig in 
Betracht zu ziehender scale space Kern herausgestellt (17) (18), da man einen 
isotropen Kern benötigt (Isotropie: griech.: isos gleich; griech.: tropos Drehung τ  
bezeichnet die Unabhängigkeit einer Eigenschaft von der Richtung), um eben auch 
Rotationsinvarianz der Merkmale zu gewährleisten, was sowohl die 
zweidimensionale Gaußfunktion, als auch der normierte Laplacian of Gaussian 
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bietet. Folglich ist der scale space eines Bildes definiert als eine Funktion ὒ(ὼ,ώ,„), 
die durch Faltung eines Bildes Ὅ(ὼ,ώ) mit einer skalenvariablen Gaußfunktion 
Ὃ(ὼ,ώ,„)  bestimmt wird: 

ὒ(ὼ,ώ,„) = Ὃ(ὼ,ώ,„) * Ὅ(ὼ,ώ) [1] 

Wobei * die Faltung in ὼ und ώ ist, und 

Ὃ ὼ,ώ,„ =  1
2“„2 Ὡ

(ὼ2+ώ2)
2„2  

Um effizient stabile Merkmale zu finden, hat Lowe bereits in einem früheren Paper 
(6) vorgeschlagen, Skalenraum-Extrema in der mit dem Eingabebild gefalteten DoG-
Funktion zu verwenden. Ὀ ὼ,ώ,„  kann durch die Differenz zweier, durch einen 
konstanten Faktor Ὧ getrennten, Skalierungen errechnet werden: 

  Ὀ ὼ,ώ,„  = (Ὃ(ὼ,ώ,k„)  - Ὃ(ὼ,ώ,„)) * Ὅ(ὼ,ώ)  

      = ὒ(ὼ,ώ,k„)  - ὒ(ὼ,ώ,„)     [1] 

Es gibt mehrere Gründe, diese Funktion zu wählen: Zuerst einmal lässt sie sich sehr 
effizient berechnen, da die geglätteten Bilder L sowieso für die scale space Feature-
Beschreibung berechnet werden müssen; D kann deshalb durch einfache Subtraktion 
gebildet werden. 

Abbildung 4: Für jede Oktave des Skalenraums wird das Ursprungsbild immer wieder mit Gaußglocken 
gefaltet, um die Menge an Bildern auf der linken Seite zu erstellen. Nebeneinander liegende werden 
voneinander subtrahiert, um die DoG-Bilder der rechten Seite zu errechnen. Am Ende jeder Oktave wird 
Řŀǎ ƭŜǘȊǘŜ αDŀǳǖōƛƭŘά ŘǳǊŎƘ ǊŜǎŀƳ ǇƭƛƴƎ ƘŀƭōƛŜǊǘ ǳƴŘ ŘƛŜƴǘ ŀƭǎ ¦ǊǎǇǊǳƴƎǎōƛƭŘ ŦǸǊ ŘƛŜ ƴŅŎƘǎǘŜ h ƪǘŀǾŜΦ 
Entnommen aus (2). 
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Zusätzlich bietet die DoG-Funktion eine sehr gute Annäherung an den 
skalennormalisierten Laplacian of Gaussian, „2​2Ὃ wie von Lindeberg (18) 

untersucht. 
‬Ὃ
‬„  kann mit Hilfe des Differenzenquotienten approximiert werden, 

indem man die Differenz zweier nahe beieinander liegender scales verwendet: 

Ὃ ὼ,ώ,k„  Ὃ ὼ,ώ,„ Ὧ 1 „2​2Ὃ 

Der Faktor k ist konstant über allen Skalen und beeinflusst daher nicht die Positionen 
der Extrema. Der Näherungsfehler geht gegen 0, wenn k gegen 1 geht. Aber Lowe 
hat in der Praxis herausgefunden, dass die Näherung sogar mit signifikanten 

Unterschieden in der Skalierung, wie Ѝ2, kaum Einfluss auf die Stabilität der 
Extremafindung hat.  

 

Um D zu konstruieren, faltet man das Eingabebild immer wieder mit der 
Gaußfunktion, um Bilder zu schaffen, die im Skalenraum um den Faktor k 
voneinander getrennt sind. Jede Oktave im Skalenraum (ˋ wird verdoppelt pro 

Oktave) wird in eine konstante Anzahl s von Intervallen unterteilt, sodass Ὧ = 21/ ί 
ist. Man muss s+3 Bilder im Stapel der geglätteten Bilder jeder Oktave produzieren, 
damit die Extremadetektion sich auch über eine komplette Oktave erstreckt. Im 
Skalenraum nebeneinander liegende Bilder werden voneinander subtrahiert, um die 
DoG-Bilder zu berechnen. Nach Erstellen aller Bilder einer Oktave wird das Bild, 
welches gerade 2ˋ des ersten Bildes der Oktave hat wiederverwendet, (es befindet 
sich 2 Bilder von der Spitze des Oktavenstapels) indem man einfach jeden zweiten 
Pixel einer jeden Zeile und Spalte für das Ausgangsbild der nächsten Oktave nimmt, 

Abbildung 5: Links: Gaußdifferenz (DoG) im Vergleich zum Laplacian of Gaussian. Rechts oben: Eine 2D 
Gaußfunktion. Rechts unten: Normalisierter Laplacian of Gaussian. Entnommen aus (26). 



 

- 10 - 

ohne dass dabei der Informationsgehalt reduziert wird. Lowe zeigt (2), dass die 
Erhöhung der Stufen pro Oktave, sobald sie 3 überschreitet, kaum Verbesserungen 
mehr bringt, nicht in Relation zum Mehraufwand steht und somit sich auf s=3 
beschränkt, woran auch ich mich halte. Dieser Effekt lässt sich dadurch erklären, 
dass durch mehr Stufen zwar mehr lokale Extrema gefunden werden, diese aber im 
Durchschnitt weniger stabil sind. So ist es nicht das Ziel möglichst alle Extrema zu 
finden, sondern den Teil, der am stabilsten ist.  

Lowe zeigt außerdem (2), dass sich die Stabilität durch Vorglättung des Eingabebildes 
weiter erhöhen lässt und hat experimentell den Wert ̀ҐмΣс herausgefunden, der 
sowohl den Stabilitätsansprüchen genügt, als auch die Glättungsoperation nicht zu 
ineffizient werden lässt. Den Nachteil des Vorglättens, dass Frequenzen gefiltert 
werden und somit auch potentiell stabile Extrema herausfallen, kompensiert er 
durch Verdoppelung der Bildgröße mit Hilfe linearer Interpolation. Aufgrund der 
Annahme, dass ein Bild zumindest eine Glättung ˋ von 0,5 hat (das Minimum um 
signifikante Aliasing-Effekte auszuschließen) ist das ˋ des verdoppelten Bildes 1,0. 

Nun muss nur noch mit „ =  1,62  1,02 geglättet werden, um das Startbild zu 
erhalten. Die Verdoppelung des Bildes erhöht die Anzahl der stabilen Features, um 
ca. den Faktor 4, wobei eine weitere Vergrößerung des Bildes kaum mehr Vorteile 
bringt. (für Graphen und weiter Erklärungen die diese, durch Lowe, experimentell 
verifizierte Hypothesen bestätigen, siehe (2)) 

 

Um die lokalen Maxima und Minima in D zu finden, wird jeder Punkt mit seinen 26 
Nachbarn (8 in der gleichen und den jeweils 9, in der Skalierungsebene darüber und 
darunter, wie in Abb. 6 gezeigt) verglichen. Es werden nur solche Punkte als 

Abbildung 6: Maxima und Minima der DoG-Funktion werden durch Vergleich von Pixeln (ein Beispiel als X 
eingezeichnet) mit ihren 3x3 Nachbarregionen, also jeweils ihren 26 Nachbarn (grüne Kreise) in der aktuellen 
und den anliegenden Skalen gefunden. Entnommen aus (2). 
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Kandidaten ausgewählt, die per Definition größer oder kleiner als alle ihre getesteten 
Nachbarn sind.  

Diese Kandidaten werden einer genaueren Untersuchung im Bezug auf die 
umgebenden Daten unterzogen, um die exakte Anpassung an die Skalierungsebene 
und die Position vorzunehmen. Mit diesen Informationen ist man in der Lage, Punkte 
zurückzuweisen, die einen niedrigen Kontrast haben, (und somit anfällig für 
Störungen sind) oder ungünstig auf einer Kante liegen. Hierfür haben Brown und 
Lowe (13) eine Methode, eine 3D-quadratische Funktion an den Kandidaten-Punkt 
anzupassen, entwickelt, um die interpolierte Position sowohl in der Skalierungs- als 
auch in der Bildebene zu finden. Ihre Experimente zeigen, dass dieses Vorgehen zu 
einer beträchtlichen Erhöhung in Stabilität und Wiedererkennung führt. Der Ansatz 
verwendet eine derart verschobene Taylorexpansion (bis zu quadratischer Ordnung) 
deǊ DŀǳǖΩǎŎƘŜƴ {ƪŀƭŜƴǊŀǳƳ Ŧǳƴƪǘƛƻƴ Ὀ ὼ,ώ,„ , dass der Ursprung auf dem 
Kandidatenpunkt liegt [2]: 

Ὀ x = Ὀ +  ‬Ὀ
Ὕ

‬x x +  12 xT  ‬
2Ὀ
‬x2 x 

Wobei D und seine Ableitungen am Kandidatenpunkt genommen werden und 
x = (ὼ,ώ,„)Ὕ die Verschiebung dieses Punktes ist. Der Ort des Extremums x wird 
dadurch bestimmt, dass die Ableitung nach x auf 0 gesetzt wird [3]: 

x = ‬2Ὀ 1

‬x2
‬Ὀ
‬x  

Wie von Brown vorgeschlagen, werden die Ableitung und die Hesse-Matrix durch 
Differenzen der Nachbarpunkte angenähert. Das daraus folgende 3x3 lineare 
Gleichungssystem kann leicht gelöst werden. Falls der resultierende Offset x größer 
als 0,5 in irgendeiner Dimension ist, bedeutet dies, dass der eigentliche Punkt näher 
an seinem Nachbarn liegt, der Kandidatenpunkt geändert und die Berechnung 
stattdessen für diesen Punkt durchgeführt wird. Danach wird x zum (evtl. 
korrigierten) Kandidatenpunkt addiert, um die interpolierte Position zu bekommen. 
Der Funktionswert am Extremum D(x) ist hilfreich, um instabile Punkte mit 
niedrigem Kontrast zu verwerfen. Indem man Gleichung [3] in [2] substituiert, erhält 
man: 

Ὀ x = Ὀ +  12
‬ὈὝ

‬x x 

Lowe verwendet in seinem Paper (2) eine Schwelle von | Ὀ x | < 0,03, unter der er 
alle Kandidaten verwirft. Genaueres hierzu im Experimentalteil (siehe Kapitel 4.1) 
später. 
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Aus Stabilitätsgründen genügt es nicht, nur Punkte mit niedrigem Kontrast 
abzulehnen, da die DoG-Funktion stark auf Kanten reagiert, sogar wenn der Punkt 
schlecht entlang der Kante lokalisiert wurde und somit anfällig für geringe Störungen 
ist. Ein solcher Punkt hat eine kleine Hauptkrümmung entlang der Kante, aber eine 
starke in orthogonaler Richtung. Die Hauptkrümmung kann mit einer 2x2 Hesse-
Matrix H am Ort und scale des Keypoints berechnet werden [4]: 

Ὄ =  
Ὀὼὼ Ὀὼώ
Ὀὼώ Ὀώώ  

Die Ableitungen werden wiederum durch die Differenzen der Nachbarpunkte 
angenähert. Die Eigenwerte von H sind proportional zu den Hauptkrümmungen von 
D. Da man nur an dem Verhältnis der Eigenwerte interessiert ist, muss man diese 
nicht selbst berechnen (4). Sei h  der Eigenwert mit dem größten Betrag und ̡ der 
kleinere, dann kann man deren Summe mit Hilfe der Diagonale von H und deren 
Produkt aus der Determinante von H berechnen: 

ὈὭὥὫ Ὄ =  Ὀὼὼ +  Ὀώώ =  ‌ +  ‍ 

ὈὩὸ Ὄ =  ὈὼὼὈώώ  (Ὀὼώ )2 =  ‌‍ 

Falls Det(H) kleiner 0 ist, wird der Punkt abgelehnt, da die Krümmungen 
verschiedene Vorzeichen haben und der Punkt somit kein Maximum ist. Sei r das 
Verhältnis von h zu ̡  sodass h = r̡ : 

ὈὭὥὫ(Ὄ )2

ὈὩὸ(Ὄ ) =  (‌ + ‍)2

‌‍ = (ὶ‍ + ‍)2

ὶ‍2 = (ὶ+ 1)2

ὶ  

(r+1)²/r ist minimal wenn beide Eigenwerte gleich sind und wächst mit r. Deshalb 
muss man, um zu überprüfen, ob das Verhältnis der Hauptkrümmungen unter einem 
bestimmten Schwellwert r ist, nur noch folgendes testen: 

ὈὭὥὫ(Ὄ )2

ὈὩὸ(Ὄ ) < (ὶ+ 1)2

ὶ  

Für meine Implementierung verwende ich wie Lowe (2) r=10. 

 

2.1.2   Implementierung  

 

Ich verwende bei meiner Implementierung die Programmiersprache C++ und für die 
Bildoperationen die freie Bibliothek OpenCV (19), die bereits effiziente 
Bildbearbeitungsfunktionen, wie z.B. die Glättung, oder das Lösen eines 
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Gleichungssystems bietet, wobei ich damit auch über alle Ebenen des Programms 
eine uniforme Zugriffsmethode auf die Bilddaten bieten kann. Der vorgelieferte Code 
für die eigentliche Implementierung der Extraktion enthielt einige Fehler und wurde 
von mir dahingehend verändert, um die Resultate der Extraktion an die geschlossene 
Referenzimplementierung von Lowe (1) anzunähern. Hierbei gehe ich auf die 
Änderungen ein, welche häufige Fehler betreffen, die auch/oder in anderen 
Implementierungen (20) (21) auftreten. 

Die Steuerung des Programms und somit alle wichtigen Parameter befinden sich in 
der Klasse ExtractionParameter , die unter anderem die Namen der Dateien, 
Schwellwerte wie r (siehe oben) und Radien (z.B. für das Deskriptorfenster) enthält. 
Die Klasse ist im Singleton-Modell aufgebaut und gewährleistet somit, dass 
Deskriptor und Detektor nicht auf unabhängigen Instanzen arbeiten können und 
somit ungewünschte Seiteneffekte auftreten. Im Gegensatz zu anderen 
Implementierungen wird nicht zuerst eine komplette Oktave, oder sogar die ganze 
Pyramide aufgebaut, sondern alle Bilder sequentiell erstellt und der Detektor und 
Deskriptor nur auf die aktuell relevanten Bilder angewendet. 

Durch die Eigenschaften der Gaußfunktion kann jedes Bild im Stapel durch seinen 
Vorgänger berechnet werden. Somit benötige ich zu keiner Zeit mehr als vier 
geglättete und drei DoG-Bilder. Zuerst wird das Eingabebild wie beschrieben 
verdoppelt und vorgeglättet und geht in eine Oktavenschleife, die s+3 (in meinem 
Fall somit sechs, da ich wie erwähnt, wie Lowe s=3 verwende) Glättungsbilder L 
erstellt und jedes Mal, wenn genügend Bilder erstellt wurden, zuerst den Detektor 
und dann mit dessen Ergebnissen den Deskriptor aufruft (also insgesamt drei mal, 
denn man braucht sechs geglättete Bilder um fünf DoGs zu produzieren, welche für 
drei Detektionen/Deskriptionen ausreichend sind). Eine Fehlerquelle ist die 
Bestimmung des aktuellen ˋ, welches sich nicht durch Multiplikation des alten ˋ mit 
k errechnet, sondern durch Multiplikation mit einem Faktor increase mit 

„ὲὩό = „ὥὰὸ ᶻὭὲὧὶὩὥίὩ = („ὥὰὸ ᶻὯ)2 „ὥὰὸ² ᴼ ὭὲὧὶὩὥίὩ = Ὧ² 1 

und konstant ist. Anschließend wird das Eingabebild für die nächste Oktave wie 
beschrieben erzeugt und der Vorgang beginnt von neuem, solange, bis die 
Eingabebilder zu klein sind, um einen neuerlichen Durchlauf zu starten. Der mit den 
entsprechenden geglätteten (L) und DoG-Bildern gefütterten Detektor (durch die 
Operatorüberladung von ()  können relativ einfach andere Deskriptoren oder 
Detektoren eingebunden und das Programm modular erweitert werden) sucht 
zuerst mögliche Merkmalspunkte durch Bestimmung lokaler Extrema heraus und 
führt, sofern er welche findet, sofort die exakte Lokalisation durch. 
Merkmalspunktkandidaten, die den Stabilitätsansprüchen (siehe 2.1.1) genügen, 
werden in einem Vektor (ich verwende hierfür die standard template library, kurz 
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STL) mit ihren exakten Positionen gespeichert. Die Einträge in diesen Vektor 

bestehen aus Instanzen der Klasse SalientPointType , welche den Punkt als 
Integerwerte, exakt als Fließkommazahlen, den scale (ebenfalls Fließkommazahl) 
und jeweils einen Pointer auf die Merkmalsbeschreibung enthalten. Dieser Vektor 
enthält alle Informationen, die der Deskriptor benötigt, um mit den 
korrespondierenden Glättungsbildern und DoGs die eigentlichen Schlüsselpunkte mit 
entsprechenden Merkmalsbeschreibungen zu generieren. 

 

2.2  Der Deskriptor  

 

2.2.1   Theorie  

 

Zu jedem Schlüsselpunkt wird ein lokaler Deskriptor berechnet, der zum Vergleich 
mit anderen Schlüsselpunkten dient. Um Rotationsinvarianz zu erreichen, wird 
jedem Schlüsselpunkt (mindestens) eine Richtung zugewiesen ς basierend auf den 
umgebenden Bildgradienten ς und der Deskriptor relativ zu dieser Orientierung 
dargestellt. Rotationsinvarianz wird wie weiter oben schon erwähnt vorausgesetzt, 
da man Instanzen eines Objektes erkennen, und dies möglichst unabhängig von 
sowohl der Position, der Skalierung, als auch des relativen Rotationswinkels des 
Objekts im Testbild erreichen will. Mit anderen Worten, man kann so alle affinen 
Transformationen abdecken, denen ein Objekt im Testbild vergleichsweise zum 
Modell unterzogen wurde. Lowe fand heraus, dass folgender Ansatz die stabilsten 
Ergebnisse liefert: Der scale des Punktes wird verwendet, um das entsprechend 
geglättete Bild L, mit dem zum Punkt nächsten scale zu wählen und für jeden Punkt 
ὒ(ὼ,ώ) in diesem scale werden die Beträge ά (ὼ,ώ)  und Orientierungen —(ὼ,ώ) der 
Gradienten durch Pixeldifferenzen vorberechnet: 

ά ὼ,ώ =  (ὒ ὼ + 1,ώ  ὒ ὼ 1,ώ )2 + (ὒ ὼ,ώ + 1 ὒ(ὼ,ώ 1))2 

— ὼ,ώ = tan 1 ὒ ὼ,ώ + 1 ὒ(ὼ,ώ 1)
ὒ ὼ + 1,ώ ὒ(ὼ 1,ώ)  

Man bildet ein Histogramm aus 36 Bins, die die Orientierungen von 0° bis 360° 
abdecken. Jeder Eintrag in die Bins wird mit Hilfe eines über dem Merkmal 
zentrierten, kreisförmigen Gaußfensters gewichtet, wobei die Standardabweichung 
dem Eineinhalbfachen des Keypoint-scales entspricht. Die Spitzen in diesem 
Histogramm entsprechen den dominanten Orientierungen der lokalen Gradienten im 
Bereich um das Merkmal herum. Nachdem der höchste Wert im Histogramm 
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bestimmt wurde, werden für diese, und alle anderen Richtungen, deren Betrag 
innerhalb 80% des globalen Maximums liegen, und die ein lokales Maximum im 
Histogramm sind, jeweils ein Schlüsselpunkt erstellt. Deshalb werden für Punkte mit 
mehreren ähnlich starken Ausschlägen auch mehrere solcher Schlüsselpunkte 
erstellt, jeweils mit gleicher Position und scale, aber unterschiedlichen 
Orientierungen. Laut Lowe (2) werden nur ca. 15% der Punkte mehrere 
Orientierungen zugewiesen, tragen aber signifikant zur Stabilität des Matchings (= 
der Vergleich von Merkmalen) bei. Zum Schluss wird für größere Genauigkeit eine 
Parabel an die drei, zum lokalen Maximum am nächsten liegenden, 
Histogrammwerte angepasst. 

 

Der Deskriptor selbst besteht aus mehreren Gradientenhistogrammen wie in Abb. 7 
gezeigt. Zum Zwecke der Rotationsinvarianz werden zuerst die Koordinaten des 
Deskriptors und die im vorigen Schritt vorberechneten Gradientenorientierungen 
relativ zur Orientierung des jeweiligen Schlüsselpunktes gedreht (Abb. 7 links).  

Da bereits kleine Positionsverschiebungen gravierende Veränderungen in der 
Repräsentation des Merkmals hervorrufen können, z.B. wenn einer oder mehrere 
Gradienten mit hohem Betrag am Rand in, oder aus dem Deskriptorfenster rutschen, 
muss man dafür Sorge tragen, dass vom Schlüsselpunkt weiter weg liegende 
Gradienten weniger Einfluss nehmen. Dies wird dadurch erreicht, dass jeder Wert 
entsprechend seiner Entfernung gewichtet wird und zwar mit Hilfe einer 2-
dimensionalen gŀǳǖΩǎŎƘŜƴ ±ŜǊǘŜƛƭǳƴƎ, deren Standardabweichung, ˋ, 1,5 Mal die 

Abbildung 7: Ein Schlüsselpunktdeskriptor wird dadurch erstellt, dass zuerst alle Gradienten und deren 
Orientierungen in der Umgebung des Schlüsselpunktes berechnet werden, wie links dargestellt. Diese werden 
ŘǳǊŎƘ Ŝƛƴ ƪƻƴȊŜƴǘǊƛǎŎƘŜǎ CŜƴǎǘŜǊ ŜƛƴŜǊ ƎŀǳǖΩǎŎƘŜƴ Cǳƴƪǘƛƻƴ ƎŜǿ ƛŎƘǘŜǘ όŀƭǎ ōƭŀǳŜǊ YǊŜƛǎ ŀƴƎŜŘŜǳǘŜǘύ ǳƴŘ 
anschließend zu den rechts dargestellten Orientierungshistogrammen aufsummiert, wobei Regionen von 4x4 
Pixeln zu einem Histogramm zusammengefasst werden und die Längen der Pfeile den Gradientenbeträgen 
entsprechen. Hier wird der Einfachheit halber ein 2x2 Deskriptor mit jeweils 8 Orientierungen gezeigt. Ich 
verwende jedoch in meiner Implementierung 4x4 Deskriptoren mit jeweils 8 Orientierungen, die aus einem 
16x16 Gradienten-Bereich erstellt werden. Entnommen aus (2). 
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Breite des Deskriptorfensters beträgt. Außerdem erlaubt der in Abb. 7 rechts 
gezeigte Deskriptor eine signifikante Verschiebung, da die Histogramme über einen 
Bereich von 4x4 Pixeln erstellt werden, was bedeutet, dass ein in Abbildung 7 links 
dargestellter Gradient um bis zu vier Positionen wandern kann und dennoch in das 
gleiche Histogramm auf der rechten Seite fällt. Die Abbildung zeigt 8 Richtungen pro 
Histogramm, deren Längen den Beträgen der Einträge in den jeweiligen Bins 
entsprechen. 

Analog dem Gedankengang zur Vermeidung von Deskriptoränderungen durch 
heraus- oder hineinrutschen an den Rändern des Fensters, können trotzdem bereits 
kleine Verschiebungen Gradienten von einem Histogramm in ein anderes bewegen. 
D.h. ein Gradient mit großem Betrag rutscht von einem Histogramm in das daneben 
liegende, wobei dies das Aussehen eben gleich zweier Histogramme ändert und 
somit zu einer gravierend anderen Merkmalsbeschreibung führt. Ebenso sind solche 
Grenzeffekte zwischen den einzelnen Orientierungen, also der Einträge innerhalb 
eines Histogramms, möglich. Deshalb werden durch trilineare Interpolation die 
Werte der Gradienten auf die anliegenden Bins verteilt. Anders gesagt, nimmt man 
jeden Eintrag für einen Zielbin und verteilt dessen Wert auch auf die anliegenden 
Bins jeder Dimension. Hierfür multipliziert man den Wert mit einem Gewicht 1 ς d. d 
ist hierbei die Distanz des Samples vom Mittelpunkt des jeweiligen Bins, normiert auf 
die Breite der Bin-Abstände. Z.B. ein Punkt der zwischen einem Histogramm mit 
Mittelpunkt 0 und einem mit Mittelpunkt 1 bei 0,3 in dieser Dimension liegt, wird 
mit einem Faktor von 0,7 für das erste und 0,3 für das zweite Histogramm gewichtet. 
Diese Faktoren müssen natürlich für alle drei Dimensionen berechnet werden und 
geben somit einen Gesamtgewichtungsfaktor für jeden Bin an. 

Die Histogramme werden zu einem Vektor konkateniert, der die Beträge der 
Einträge enthält. Wie bereits erwähnt, ist diese Darstellung durch die relative 
Orientierung zur Hauptrichtung für alle Schlüsselpunkte einheitlich und somit muss 
zu späteren Vergleichen keine Rotation mehr vorgenommen werden. 

Die Abbildung 7 zeigt der Einfachheit halber einen Deskriptor aus 2x2 Histogrammen 
mit jeweils 8 Orientierungen. Lowe (2) verwendet aber für seine Experimente 4x4 
Histogramme mit 8 Richtungen. Dem schließe ich mich an, was zu einer Größe von 
4x4x8 = 128 Einträgen im Vektor führt. Als letzten Schritt werden Effekte 
gleichmäßiger Veränderungen der Lichtverhältnisse, durch Normalisierung des 
Vektors auf Einheitslänge, ausgemerzt. Dennoch können ungleichmäßige 
Beleuchtungsänderungen immer noch Einfluss nehmen, z.B. die durch die Kamera 
selbst verursacht werden, oder Lichtveränderungen, die ungleichmäßig auf 3D 
Objekte wirken. Dies kann sich in großen Veränderungen einzelner 
Gradientenbeträge manifestieren, wird aber die Orientierung der Gradienten kaum 
beeinträchtigen. Daher reduziert man den Einfluss betragsmäßig großer Gradienten, 
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indem man sie auf einen Grenzwert von 0,2 (durch vorherige Normalisierung liegen 
sie im Bereich von [0;1]) kappt und renormalisiert den Vektor abermals. Somit erhält 
die Verteilung der Orientierungen mehr Gewicht. Der Wert 0,2 wurde von Lowe 
experimentell bestimmt (2). 

 

2.2.2   Implementierung  

 

Der Deskriptor wird sofort nach dem Detektor mit der gleichen Signatur aufgerufen, 
mit dem Unterschied, dass der in 2.1.2 genannte Vektor nun die detektierten 
Schlüsselpunkte enthält. Diese werden in einem lokalen Vektor gespeichert und der 
ursprüngliche geleert. Zunächst erfolgt die Vorberechnung eines Gradientenbetrags- 
und eines Gradientenorientierungsbildes. Anschließend werden für jeden Punkt im 
Vektor folgende Schritte durchgeführt: 

Es wird das Orientierungshistogramm erstellt, interpoliert und für jedes lokale 
Maximum das größer als 80% der Hauptrichtung ist, ein Merkmalspunkt im 
Ausgabevektor mit entsprechender Orientierung gespeichert und der zugehörige 
Deskriptor erstellt. Zur Deskriptorberechnung stehen drei Methoden zur Verfügung, 
eine von der Studentengruppe aus dem Praktikum erarbeitete und zwei von mir 
implementierte Versionen. Ich gehe im Folgenden auf die letzte von mir 
implementierte Version ein, (die Variablen habe ich weitestgehend gleich benannt 
um den Code lesbar zu machen) die durch Setzen des zweiten 

Kommandozeilenparameters auf 2 verwendet wird (z.B.: Framework.exe 
Eingabebild.pgm  2). Nachdem die Radien, die Standardabweichung sowie der 

Abbildung 8: Das linke und mittlere Bild zeigt jeweils welche Gradientenhistogramme für Interpolationen in x- 
und y-Richtung hergenommen werden. Die schwarzen Linien umranden einzelne Pixel, grüne einen 4x4-Bereich 
von Pixeln, der zu einem Histogramm zusammengefasst wird, der rote Pixel ist derjenige der gerade betrachtet 
wird und in grau eingezeichnete Histogramme wird der Wert, durch Interpolation gewichtet, eingetragen. Das 
rechte Bild veranschaulicht die Interpolation zwischen den einzelnen Bins eines Histogramms. Der Rote Pfeil ist 
ein Beispiel für das Ergebnis einer im Bild unten dargestellten prozentualen Interpolation. 
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Rotationswinkel festgelegt sind (näheres hierzu in 2.2.1), wird für jeden Gradient im 
Deskriptorfenster die rotierte Orientierung und Koordinatenposition berechnet und 
anschließend bestimmt, welche 8 Bins betroffen sind (Zur Erinnerung: Es wird in drei 
Dimensionen (Orientierung, x und y) linear interpoliert). 

Die IƴǘŜǊǇƻƭŀǘƛƻƴ ƛǎǘ ƛƴǎƻŦŜǊƴ ŀōƎŜǿ ŀƴŘŜƭǘΣ ŀƭǎ ŘŜƳ  ōŜǘǊƻŦŦŜƴŜƴ αIŀǳǇǘōƛƴά ƛƴ Ȅ- und 
y-Dimension, also dem Histogramm in dem der Punkt tatsächlich liegt, ein 
Gewichtungsfaktor von 1 statt 1-d zugewiesen wird. 

Abbildung 8 zeigt an zwei Beispielen welche Histogramme bei Interpolation in x- und 
y-Richtung ausgewählt, und ein Beispiel, welche Orientierungsbins ausgewählt und 
deren Einträge im Bezug auf die Orientierung interpoliert werden. Die trilineare ist 
auf 3 lineare Interpolationen aufgesplittet, bei der für jeden Bineintrag ein 
Gewichtsfaktor berechnet wird, der bei der endgültigen Zuweisung in einer dreifach 
geschachtelten Schleife zum Einsatz kommt. Dies stellt sich folgendermaßen dar: 

<ent sprechenderBin>+= <gewichtI nXRichtung>  *  
        <gewichtInYRichtung> *  
        <gewicht InOrientierungsRichtung>  *  
        <gaußgewichtete rGradientenbetrag>;  

Wobei <entsprechenderBin> im Vektor (dargestellt als ein Float-Array der Länge 128) 
durch die vorher berechneten Binindizes adressiert wird und die Gewichte ebenfalls 
in Bezug zum gerade ausgewählten Bin stehen. 

Der Featurevektor wird noch den in 2.2.1 beschriebenen Normalisierungsprozessen 
unterzogen und der Deskriptor beendet, nachdem alle Punkte abgearbeitet wurden. 
Im Vektor sind nun alle Merkmalspunkte des entsprechenden scales vorhanden und 
können in eine globale Liste über alle Skalen eingetragen werden. Wichtig ist, dass 
die Koordinatenangaben relativ zum allerersten Eingabebild gespeichert werden, um 
beim Matching lästiges Umrechnen zu vermeiden. Also werden z.B. die Koordinaten 
[2  3] der Oktave 2 (halb so groß wie Eingabebild) als [4  6] gespeichert. Generell 

trägt die Ausgabedatei den Namen des Eingabebildes mit der Endung .wri  (also aus 
Bild.jpg  erstellt das Programm z.B. eine Bi ld.wri ) und ist auf folgende Weise 
formatiert: 

NumKP FVLength  [ Width Img  Height Img]  

KP( 1)  

KP( 2)  

:  

KP( n)  
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Wobei: 

o NumKP ist die Anzahl n der erstellten Features 
o FVLength  ist die Länge eines Featurevektors (128) 

o Die optionalen Einträge WidthImg  und HeightImg  sind die Breite und 
Höhe des Eingabebildes (werden nur erzeugt wenn der dritte 
Kommandozeilenparameter auf 1 gesetzt wird) 

o KP( i )  der jeweilige Keypoint mit zugehörigem Featurevektor als 
o (float)y  (float)x  (float)scale

 (float)orientation  
<128*(int [0;255])> featureVector  
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Kapitel 3  

 

3  Objekterkennung  

 
Im nächsten Teil widme ich mich der Objektinstanzenerkennung mit Hilfe der im 
Kapitel 2 gewonnenen Schlüsselpunkte. Zuerst matcht man die Schlüsselpunkte 
eines zu testenden Bildes gegen die eines Objektes (Modell), oder einer Datenbank 
von Objekten. Diese Übereinstimmungen werden dann verwendet, um mit Hilfe des 
Poseclusterings herauszufinden, ob und wo sich Modelle im Testbild befinden. Dazu 
werden für jede Hypothese einer Pose, die zumindest 3 Merkmalspunkte enthält, 
affine Parameter bestimmt und anschließend diese Hypothesen solange einer 
Verifikationsprozedur und einer Neuordnung unterzogen, bis keine oder nur (einige 
wenige) stabile Hypothesen übrig bleiben, welche dann (optional) nach einer 
Wahrscheinlichkeitsanalyse endgültig akzeptiert, oder verworfen werden. 

 

3.1  Theorie  

 

3.1.1   Matching  

 

Als erstes wird für jeden Schlüsselpunkt des Testbildes der nächste Nachbar im 
Modell gesucht. Dieser ist durch die geringste Euklidische Distanz der Deskriptoren 
voneinander bestimmt, da diese ja orientierungsnormalisiert gespeichert wurden. Es 
werden jedoch viele oder sogar alle Punkte keine Entsprechung im Modell finden, da 
diese von Stördaten aus dem Hintergrund generiert wurden. Deswegen braucht man 
eine Methode, ǳƳ  αŦŀƭǎŎƘŜά a ŀǘŎƘŜǎ Ȋǳ ŜǊƪŜƴƴŜƴ ǳƴŘ ȊǳǊǸŎƪȊǳǿ ŜƛǎŜƴΦ 9ǎ Ƙŀǘ ǎƛŎƘ 
herausgestellt, dass ein globaler Schwellwert denkbar schlecht für diese Aufgabe ist, 
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da manche Features einfach besser unterscheidbar sind als andere. Lowe fand 
heraus (2), dass der Vergleich der Distanzen zum nächsten und zum übernächsten 
Nachbarn wesentlich besser geeignet ist, da der Abstand zum nächsten signifikant 
geringer sein muss, als der Abstand zum übernächsten. Für falsche 
Übereinstimmungen werden sich sehr wahrscheinlich mehrere Features mit 
ähnlichen Abständen finden und somit zurückgewiesen. 

 

Abbildung 9 zeigt die Wahrscheinlichkeitsdichtefunktion (engl. probability density 
function ς PDF) für korrekte und falsche Matches als Verhältnis der Distanzen der 
nächsten und übernächsten Nachbarn jedes Schlüsselpunktes, basierend auf den von 
Lowe (2) durchgeführten Experimenten. Für Matches, deren nächster Nachbar ein 
korrekter Match war, liegt das Zentrum der PDF bei einem wesentlich niedrigeren 
Verhältnis, als für falsche Matches. Lowe (2) verwendet als Kriterium einen 
Schwellwert von 0,8, welcher 90% der falschen, aber nur weniger als 5% der 
richtigen Matches eliminiert. 

Um effizient in großen Datenbanken nach den nächsten Nachbarn zu suchen, sei hier 
ein sehr kurzer Abriss des Ansatzes von Beis und Lowe (22) gegeben. Da kein 
effizienter Algorithmus im hochdimensionalen Raum bekannt ist, um den exakten 
nächsten Nachbarn zu finden, setzt Lowe auf einen modifizierten k-d-Tree 
Algorithmus der diese Aufgabe approximiert. Dieser Best-Bin-First (kurz BBF) 
genannte Algorithmus sucht die Bins im Featureraum in Reihenfolge ihrer geringsten 
Distanz der Abfrageposition durch. So kann sehr schnell eine angenäherte Antwort 
geliefert werden. In Lowes Implementierung beendet er die Suche nach 200 

Abbildung 9: Die Wahrscheinlichkeit dass ein Match korrekt ist, kann durch das Verhältnis der Abstände eines 
Punktes zu seinem nächsten Nachbarn und zu seinem übernächsten Nachbarn bestimmt werden. Diese Kurven 
ergeben sich aus einem von Lowe durchgeführten Experiment, bei dem er gegen eine Datenbank mit 40.000 
Schlüsselpunkten getestet hat. Nach rechts ist im Graphen das Verhältnis der Distanzen eingetragen und nach 
oben die Wahrscheinlichkeitsdichte. Entnommen aus (2). 
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Schritten, was bei einer Datenbank von 100.000 Punkten einem 
Geschwindigkeitsvorteil zweiter Größenordnung bringt, aber nur ca 5% Verlust 
korrekter Matches nach sich zieht. 

 

3.1.2   Pose Clustering 

 

Um die Erkennungsrate sehr kleiner oder stark verdeckter Objekte zu erhöhen, will 
man diese mit der geringstmöglichen Anzahl an übereinstimmenden Merkmalen 
identifizieren. Lowe (2) fand heraus, dass verlässliche Erkennung schon mit drei 
Features möglich ist. Ein typisches Bild enthält 800 ς 3000 oder sogar mehr Features 
(hängt von den gewählten Schwellwerten und Parametern ab, mehr dazu im 
Experimentalteil), die sowohl von Objekten als auch von Stördaten aus dem 
Hintergrund stammen. 

Viele bekannte und robuste Schätzfunktionen wie RANSAC, oder der kleinste-
mittlere-quadratische-Fehler, versagen, sobald der Prozentsatz der Ausreißer 
drastisch über 50% steigt. Wesentlich bessere Ergebnisse können erzielt werden, 
wenn man mit Hilfe einer Hough-Transformation die Merkmale im Posenraum 
gruppiert (engl. pose clustering). Man lässt ein Feature für diejenigen Objektposen 

Abbildung 10: Bei diesem Bild sind Linien zwischen dem Testbild (linker Teil) und dem Modell (rechter Teil) 
eingezeichnet, die die Merkmalspunkte, welche gematcht wurden, verbinden. Dieses Bild zeigt aufgrund seiner 
ursprünglichen Größe nur einen Ausschnitt, man kann jedoch neben den richtigen Übereinstimmungen auch 
inkorrekte Matches sehen, dargestellt durch Linien, die nicht parallel zum Großteil der anderen verlaufen. Die 
Merkmalspunkte wurden für diesen Fall speziell mit einer älteren Deskriptorversion erstellt um mehr falsche 
Matches veranschaulichen zu können. 
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αǎǘƛƳ Ƴ Ŝƴά, die konsistent mit diesem sind. Dieser Prozess für alle Merkmale 
ausgeführt, führt zu Gruppen (engl.: cluster), die jeweils alle Merkmale enthalten, 
welche mit der entsprechenden Interpretation übereinstimmen. Für Cluster die 
mehrere Merkmale enthalten, ist die Wahrscheinlichkeit einer korrekten Erkennung 
wesentlich höher, als für ein einzelnes Merkmal und die Hough-Transformation 
identifiziert eben solche. 

Jedes der Testbild-Merkmale spezifiziert vier Parameter: 2D Ortsangabe, Skalierung 
und Orientierung und jedes übereinstimmende Merkmal des Modells (oder der 
Datenbank der Modelle) beinhaltet diese Parameter relativ zum Modell, in dem es 
gefunden wurde. Deshalb kann man einen Hough-Transformations-Eintrag 
vornehmen, der die Position, Skalierung und Orientierung aus der Hypothese 
prognostiziert. Da die vier Paramter einer Ähnlichkeitstransformation nur eine 
Annäherung an die sechs Freiheitsgrade eines echten 3D-Posenraums sind und nicht-
rigide Deformationen nicht berücksichtigt werden, muss die Vorhersage eine hohe 
Fehlerschranke aufweisen. Lowe trägt dem Rechnung, indem er 30° breite Bins für 
die Orientierung, einen Faktor 2 für die Skalierung und jeweils 0,25-mal die 
projizierte maximale Modellgröße im entsprechenden scale für die Position benutzt. 
Um Randeffekte bei der Bin-Zuweisung zu vermeiden, stimmt jede 
Merkmalsübereinstimmung für die zwei am nächsten liegenden Bins jeder 
Dimension, was insgesamt zu 16 Einträgen im Posenraum führt und somit die 
Posenbereiche weiter verbreitert. 

Da es sich sehr schwierig gestaltet, die mögliche Anzahl aller Bins (von denen 
sowieso ein Großteil leer bleibt) wegen ihrer wechselseitigen Beziehungen 
zueinander zu berechnen, schlägt Lowe zur Darstellung des Posenraums in einer 
Implementierung statt eines mehrdimensionalen Arrays ein eindimensionales Array 
vor, in das mit Hilfe einer pseudozufälligen Hashfunktion gezählt wird. Wie im 
Implementierungsteil 3.2.2 vorgeführt, habe ich zur Realisierung einen anderen Weg 
gewählt und verwende im Bedarfsfall aufzubauende, sich erweiternde, 
verschachtelte, doppelt verknüpfte Listen mit einer eigens entwickelten 
Hashfunktion. 

 

3.1.3   Bestimmung affiner Parameter  

 

Die Hough-Transformation wird benutzt, um alle Cluster mit mindestens 3 Einträgen 
in einen Bin zu bestimmen. Jeder dieser Cluster wird dann Gegenstand einer 
geometrischen Überprüfung, bei der eine kleinste-Quadrate-Methode angewandt 
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wird, um die besten affinen Transformationsparameter zu finden, die die Beziehung 
des Modells zum Testbild wiedergeben. 

Die Annäherung durch affine Transformation funktioniert nur sehr bedingt für die 
3D-Rotation nicht-planarer Objekte. Ein möglicher Weg hierfür, wäre die Auflösung 
nach der fundamentalen Matrix, welche aber mindestens sieben 
Merkmalsübereinstimmungen benötigt. Ich will jedoch mit nur drei arbeiten und in 
der Praxis hat sich gezeigt, dass sogar mehr als sieben für gute Stabilität mit der 
fundamentalen Matrix notwendig sind. Deshalb bietet der affine Ansatz einen 
besseren Ausgangspunkt und man trägt Fehlern in der affinen Approximation 
Rechnung, indem man große Restfehler erlaubt. Ein allgemeinerer Ansatz (13), bei 
der die anfängliche Lösung auf einer Ähnlichkeitstransformation fußt, löst im 
weiteren nach der fundamentalen Matrix auf, sofern genügend Matches gefunden 
wurden. 

Die affine Transformation eines Modellpunktes [ὼ ώ]Ὕ zu einem Testbildpunkt [ό ὺ]Ὕ 
kann wie folgt beschrieben werden: 

ό
ὺ = ά 1 ά 2

ά 3 ά 4
ὼ
ώ + ὸὼ

ὸώ  

Wobei die Modelltranslation durch [ὸὼ ὸώ ]Ὕ und affine Rotation, Skalierung und 

Streckung durch die ά Ὥ Parameter repräsentiert werden. Man will nach den 
unbekannten Transformationsparametern auflösen und kann die obige Gleichung so 
umformulieren, dass die Unbekannten zusammen in einem Spaltenvektor stehen: 
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Die Gleichung zeigt n Matches und es werden mindestens drei benötigt, um zu einer 
Lösung zu gelangen. Man kann das lineare System aufstellen als: 

Ax = b 

Die Kleinste-Quadrate-Lösung nach x kann mit Hilfe der Auflösung der 
korrespondierenden Normalengleichungen, 

x = [ATA] 1ATb 

welche die Summe der quadratischen Distanzen der projizierten Modellpositionen zu 
den korrespondierenden Testbildpositionen minimiert, errechnet werden. 
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3.1.4   Verifikation  

 

Nun hat man für alle Hypothesen, die von mindestens drei Schlüsselpunkten 
unterstützt werden, die affinen Transformationsparameter bestimmt und will 
Punkte, die außerhalb einer gewissen Fehlertoleranz liegen, entfernen. Als Grenzen 
verwende ich 40% der projizierten maximalen Modellgröße in x- und y-Richtung. 
Sofern weniger als drei Punkte übrig bleiben, wird die entsprechende Hypothese 
abgelehnt. Für die übrig gebliebenen wird die kleinste-Quadrate-Lösung erneut 
berechnet und danach in einer Top-Down Matching-Phase weitere Schlüsselpunkte 
hinzugefügt, die mit den Thesen übereinstimmen. Dieser ganze Vorgang wird 
solange durchgeführt, bis sich keine Änderungen mehr ergeben und die Thesen 
stabil bleiben.  

Mit Hilfe eines wahrscheinlichkeitstheoretischen Modells (23) kann man schließlich 
festlegen, ob eine Hypothese letztendlich angenommen oder verworfen wird. Dafür 
bestimmt man die Wahrscheinlichkeit P(m|f), wobei m die Gegenwart eines Modells 
in einer gegebenen Pose ist und f eine Menge von k Features, die in Modell und 
Testbild gegenseitige Entsprechung gefunden haben. 

Zuerst bestimmt man die Anzahl der Features, die möglicherweise eine falsche 
Übereinstimmung hervorrufen könnten, indem man einfach die Features n zählt, die 
innerhalb der Grenzen des projizierten Modells liegen. Sei p die Wahrscheinlichkeit, 
dass ein Feature versehentlich in die momentane Pose gematcht wurde. Dann ist 

ὴ = Ὠὰὶί 

mit d als der Wahrscheinlichkeit eine Datenbankübereinstimmung versehentlich 
dem momentanen Modell zuzuweisen. l, r und s sind die Wahrscheinlichkeiten, dass 
die Bedingungen bezüglich Position, Rotation und Skalierung erfüllt sind. d wird 
durch den Bruchteil des von den Features, die zum Modell gehören, belegten Platzes 
in der Datenbank bestimmt (in meinem Fall 1, da ich nur gegen ein Modell prüfe und 
dieǎŜǎ ǎƻƳ ƛǘ ŘƛŜ ƪƻƳ ǇƭŜǘǘŜ α5ŀǘŜƴōŀƴƪά einnimmt). Für die Ortsbedingung 
betrachtet man nur die Features, die im Bereich der Grenzen des projizierten 
Modells liegen und Lowe nimmt in seinen Beispielen (23) 20% der durchschnittlichen 
Modellgröße in jeder Richtung als Grenze und somit l=0,2²=0,04. Die Orientierung 
wird in einen Bereich von 30° beschränkt, r=30/360=0,085. Die Skalenbedingung ist 
weniger effektiv, da ein Schlüsselpunkt nur innerhalb einer Oktave aufgrund 
ungenauer Skalenmessungen eingegrenzt werden kann und die meisten Punkte 
sowieso in den kleineren Skalen gefunden werden, was zu einer Annahme von s=0,5 
führt. 
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Sei P(f|¬m) die Wahrscheinlichkeit, dass die Features f versehentlich gematcht 
wurden, obwohl das Modell m nicht präsent ist. Man nimmt an, dass k 
Übereinstimmungen aus n möglichen Features hervorgegangen sind, von dem jedes 
versehentlich mit Wahrscheinlichkeit p übereinstimmt. Deshalb kann man die 
kumulative Binomialverteilung verwenden um die Wahrscheinlichkeit zu berechnen, 
dass ein Ereignis mit Wahrscheinlichkeit p wenigsten k mal aus n Versuchen auftritt: 

ὖ Ὢȿ¬ά = ὲ
Ὦ ὴὮ(1 ὴ)ὲ Ὦ

ὲ

Ὦ=Ὧ
 

Um P(m|f) zu berechnen benutȊǘ Ƴ ŀƴ .ŀȅŜǎΩ ¢heorem: 

ὖ ά ȿὪ =  ὖ Ὢȿά ὖ ά
ὖ Ὢ  

= ὖ Ὢȿά ὖ ά
ὖ Ὢȿά ὖ ά + ὖ Ὢȿ¬ά ὖ ¬ά  

Mit nur insignifikanten Auswirkungen auf das Ergebnis kann man P(f|m) als 1 
annähern, weil man wenigstens k Features zu sehen erwartet, wenn das Modell 
präsent ist. P(¬m) kann infolge der sehr geringen A-priori-Wahrscheinlichkeit, dass 
ein Modell in einer bestimmten Pose auftaucht, ebenfalls mit 1 approximiert 
werden. Folglich: 

ὖ ά ȿὪ ὖ ά
ὖ ά + ὖ Ὢȿ¬ά  

In anderen Worten hat man großes Vertrauen in die Interpretation, sofern die 
Wahrscheinlichkeit ein Feature versehentlich zu matchen wesentlich geringer ist, als 
die A-priori-Wahrscheinlichkeit, dass ein Modell in dieser Pose auftaucht. Es ist 
schwer P(m) einen Wert zuzuweisen, denn der Wert hängt vom Bereich der Posen, 
die die Hypothese m relativ zu allen möglichen Posen abdeckt, ab. Man kann dieses 
Problem vereinfachen, indem man annimmt, dass nur ein Feature benutzt wird, um 
die ursprüngliche Posen-Hypothese zu bestimmen und die restlichen Features (also 
k-1) zur Verifikation hernimmt. Dann ist P(m) einfach die Wahrscheinlichkeit, dass 
eine einzelne Featureübereinstimmung korrekt ist, was dem Verhältnis der richtigen 
Übereinstimmungen zu allen Übereinstimmungen in einem Bild entspricht. (in Lowes 
stark verrauschten Bildern ungefähr 0,01). Lowe verwirft anschließend alle Thesen 
mit P(m|f) < 0,98. Für kleine Objekte mögen somit drei Features genügen, allerdings 
braucht man für große Objekte in einem stark texturierten Bild möglicherweise 10, 
da die Anzahl falscher Übereinstimmungen erwartungsgemäß steigt. 
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3.2  Implementierung  

 

Für die Implementierung habe ich mich ebenfalls für die Programmiersprache C++ 
entschieden und OpenCV (19) eingebunden. Das Programm arbeitet mit den 
Ausgabedateien des in Kapitel 2 vorgestellten Programms und liest Dateien mit 
folgendem Format (für eine Erklärung siehe 2.2.2): 

NumKP FVLength  WidthImg  HeightImg  

KP1 

ể 

KPNumKP 

Abbildung 11: Das Bild oben zeigt das Ergebnis eines veränderten Top-Down-Matchings, bei dem zwar 
konsistente Matches in andere Hypothesen eingetragen, aber nicht aus der ursprünglichen entfernt wurden. 
Die Rahmen ς aus den jeweiligen affinen Parametern errechnet ς sind leicht versetzt und mit 
unterschiedlichen Farben eingezeichnet, um die Anzahl der Hypothesen besser feststellen zu können. Wie 
man sieht, sind zwar ein paar richtige Hypothesen dabei, aber es werden wesentlich mehr Hypothesen, die 
aus falschen Matches berechnet wurden, erstellt. Im Bild unten zeigt sich dies durch ein falsches Ergebnis, da 
ŘƛŜ ǎǘŀōƛƭŜǊŜƴΣ ǾŜǊƳ ŜƛƴǘƭƛŎƘ αǊƛŎƘǘƛƎŜǊŜƴάΣ IȅǇƻǘƘŜǎŜƴ Ȋǳ .ŜǎǘƛƳ Ƴ ǳƴƎ ŘŜǊ [ŀƎŜ ƘŜǊŀƴƎŜȊƻƎŜƴ ǿ ǳǊŘŜƴΦ 
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Der Aufruf gestaltet sich folgendermaßen: 

LoweMatch.exe ïki modelKP ïkm imageKP - mod modelBild  ïimg 
image Bild  (z.B. LoweMatch ïkm Wasserball.wri ïki 
Urlaubsbild.wri  ïmod Wasserball.jpg ïimg Urlaubsbild.jpg ). 

Optional können mehrere Modelle gegen mehrere Testbilder mit Hilfe einer Index-
Datei getestet werden. Hierfür übergibt man in der Kommandozeile folgende 
Parameter: 

LoweMatch ïfile indexDatei  (z.B.: LoweMatch ïfile 
meineDB.txt ). 

Die IndexDatei muss wie folgt formatiert sein: 

NumOfModels  

ModellBild 1 

ModellKeypointFile 1 

ể 

ModellBild NumOfModels  

Modell KeypointFileNumOfModels  

Image 1 

Image KeypointFile1 

ể 

Image NumOfImages  

Image KeypointFileNumOfImages  

 

Die einzelnen Funktionen sind doppelt implementiert, sowohl statisch ς diese 
können somit verwendet werden ohne eine Klasse zu instanziieren ς als auch als 
Memberfunktionen. Die statische Implementierung bietet die Möglichkeit, das 
Programm später einfacher z.B. für Datenbankanwendungen auszubauen, 
unabhängig davon, welche Form für die Datenbank gewählt wurde. Außerdem soll 
das Programm, oder Teile davon, weiter im Lehrbetrieb verwendet werden und 
somit können ohne große Änderungen einzelne Funktionen z.B. als 
Referenzimplementierung weitergegeben werden, ohne dass die Empfänger große 
Vorkenntnisse über den kompletten Aufbau haben müssen. Im Folgenden beziehe 
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ich mich auf die statische Variante, da diese zeigt, welche Parameter und Daten für 
die einzelnen Schritte benötigt werden. Da diese aber relativ viel Eigenaufwand in 

der main -Funktion voraussetzt, da z.B. die Kommandozeilenparameter selber 
verarbeitet werden müssen, habe ich alles, wie erwähnt, zusätzlich nichtstatisch 

implementiert. Mit Hilfe einer Run-Methode wird einem alles abgenommen, 
inklusive des Matchings multipler Modelle gegen mehrere Testbilder. Natürlich kann 
auf die meisten Memberfunktionen auch direkt zugegriffen werden (unter anderem 
Wrapper für das Matching) um z.B. eine eigene Run-Methode zu implementieren, 
oder um in einer abgeleiteten Klasse einzelne Teile zu überschreiben, ohne ständig 
Parameter übergeben zu müssen. Auskommentierte und dokumentierte Beispiele 
für die Verwendung der statischen Funktionen, sowie eine Demo zur Benutzung der 
nichtstatischen Funktionen für das Matching eines einzelnen Modells gegen ein 
Testbild, sind in der main -Funktion aufgeführt. 

 

3.2.1   Matching  

 

Zuerst werden die Schlüsselpunkte in jeweils einen Vektor (ich verwende hierfür 
ebenfalls die STL) des aus Kapitel 2 bekannten Typs SalientPointType  
gespeichert, mit der Änderung, dass die ganzzahligen Koordinatenangaben fehlen. 
Nun werden 2 weitere Vektoren (einer für das Modell und einer für das Testbild) 
erstellt, die die Übereinstimmungen aufnehmen. Beim Aufruf der Funktion werden 
alle 4 Vektoren übergeben und das Matching findet wie in 3.1.1 vorgestellt statt. 
Man kann sich allerdings die Wurzelberechnung sparen und prüft somit das 
Verhältnis der quadrierten Abstände, wobei jedoch zu beachten ist, dass der 
Schwellwert des Verhältnisses ebenfalls quadriert werden muss. In der 
ursprünglichen Implementierung habe ich mich für einen Schwellwert von 0,6 bzw. 
0,6² entschieden. Die übereinstimmenden Schlüsselpunkte werden so in den 
Vektoren gespeichert, dass die Einträge mit gleichen Indizes jeweils ein 
αMatchingpaarά bilden. Die Vektoren haben somit natürlich auch die gleiche Länge. 
Die Matchingfunktion für die statische Variante ist in der Hilfsklasse UtilFuncs  
ebenfalls statisch implementiert, an die man die vier Vektoren übergeben muss. 
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3.2.2   Die Hashfunktion  

 

Zuerst einmal möchte ich an dieser Stelle die Datenstrukturen, in die gehasht 
werden, erklären. ScaleBin  ist eine doppelt verknüpfte Liste, die neben den 

Pointern zum nächsten und vorigen Element einen Pointer auf ein XBin  enthält. 
Dieses XBin  ist wiederum der Einstiegspunkt in eine doppelt verknüpfte Liste, die 

den Pointer auf ein YBin  enthält, das sich vom XBin  nur insofern unterscheidet, als 

es einen Pointer auf einen KPEntry  beinhaltet. KPEntry  ist ebenfalls eine doppelt 
verknüpfte Liste und speichert die Indizes der Merkmalspunkte in den 
Matchvektoren und die obere Grenze des aktuellen ScaleBin . 

Die komplette Hashtable wird also folgendermaßen aufgebaut: 

Man erstellt ein eindimensionales Array, im Folgenden orientBins  genannt, mit 

12 Pointereinträgen vom Typ ScaleBins . 12 ergibt sich aus der Breite der 
Orientierungsbins (360°/30°=12), ist die erste Dimension und ist der Grundstock für 
die Hashtable. Die Hashfunktion geht durch die gematchten Schlüsselpunktlisten und 
sucht sich, mit Hilfe der Differenz der Orientierungen zweier übereinstimmender 
Schlüsselpunkte, den entsprechenden Orientierungsbin heraus. Sofern der 

Orientierungsbin noch leer ist, wird ein neuer ScaleBin  erstellt. Dieser 
ScaleBin  repräsentiert einen scale von 0,5 bis 1,0. Da ich für die Breite der Bins, 
wie von Lowe vorgeschlagen, einen Faktor 2 festgelegt habe, wird nun in der Liste, je 
nach Verhältnis der Schlüsselpunktscales zueinander, bei Bedarf nach oben oder 

Abbildung 12: Die Indizes der Matchvektoren definieren das Verhältnis der Einträge zueinander. So ist der 
Eintrag an Stelle x im Modell-Match-Vektor eine Übereinstimmung zur Stelle x im Testbild-Match-Vektor. 
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unten gewandert und sofern nötig, neue ScaleBins  in der Liste erstellt. D.h. der 

nächst größere ScaleBin  geht von 1 bis 2 und der nächst kleinere von 0,25 bis 0,5 
und so weiter. 

Den maximalen scale-Faktor eines ScaleBins  merkt man sich für spätere 
Verwendung (z.B. ein Merkmalspaar dessen Verhältnis 5,1 ist fällt in den Bin von 4 
bis 8, und man speichert den Wert 8 für spätere Zwecke). 

Nun wird auf ähnliche Weise durch die Liste der XBins  navigiert, deren 

Einstiegspunkt im vorher gefundenen ScaleBin  steht. Diese Liste wird ebenfalls 
nur bei Bedarf erstellt und dynamisch den Anforderungen entsprechen erweitert. 
Aus dem vorher gespeicherten maximalen scale und den Modelldimensionen lässt 
sich die Breite der Bins in x-Richtung berechnen. Hier liegt der Einstiegspunkt für die 
Differenz der x-Werte beider Schlüsselpunkte zwischen 0% und 25% der mit Hilfe des 
scales projizierten Modellgröße. Nach oben geht man in diesen 25%-Schritten ins 
Negative und nach unten weiter im Positiven. Der so gefundene (oder erstellte) Bin 
ist wiederum Ausgangspunkt für die gleiche Prozedur in y-Richtung. 

Letztendlich kommt man ŀƭǎƻ ȊǳƳ  α½ƛŜƭōƛƴά, der mit einem Pointer auf eine Liste von 
KPEntry  verweist. Es wird ein neuer KPEntry  am Ende der Liste erstellt und der 
Index der Merkmalspunkte aus dem Vektor und der maximale Skalierungsfaktor 
eingetragen (z.B. wenn man das dritte Paar aus den Übereinstimmungsvektoren 
einsortiert: Index 2 (der Index basiert auf 0) und für den Skalierungsfaktor 8, um bei 
dem Beispiel mit 5,1 zu bleiben). Sofern bei diesem Durchgang exakt drei Matches in 
solch einem Cluster stehen, trägt man einen Verweis auf diesen Cluster in einen 
eigenen Vektor ein und merkt sich somit alle Thesen, die mindestens drei Punkte 
enthalten. Durch den Aufbau der Matchvektoren genügt es, nur jeweils den Index zu 
speichern und verhindert, dass die Schlüsselpunkte später selbst verschoben oder 
gelöscht werden müssen. Hierbei wird außerdem weiterer Speicherplatz gespart. 
Allerdings werden die KPEntrys  neu erstellt, um durch das spätere Verschieben, 
Löschen und neu Erstellen keine Inkonsistenzen und somit Speicherlecks in der 
Hashtable zu produzieren. Daher kann, nachdem das Hashing einmal abgeschlossen 
ist, die Hashtable gefahrlos gelöscht werden, da sie nicht mehr gebraucht wird. 
Abbildung 13 illustriert so einen Hashvorgang. 
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Wichtig ist, dass dieser Vorgang pro Schlüsselpunktpaar 16 mal durchgeführt wird, 
da, wie in 3.2.1 beschrieben, nicht nur immer in den direkten Bin gehasht wird, 
sondern auch in jeder Dimension zusätzlich noch in den am Eintrag nächsten 
liegenden. Ich arbeite ganz ähnlich wie bei der zur Featurevektorerstellung in Kapitel 
2 vorgestellten Methode, mit ineinander verschachtelten Schleifen, die auf die 
vorher berechneten Indexparameter zugreifen. 

Diese Hashtable/-funktion ist wesentlich speichereffizienter als ein 4-dimensionales 
Array, für das der Speicher vorallokiert ist. Geht man mal von der einfachsten 
Methode aus, ein statisches Array, dessen Größe zur Compilezeit bekannt ist, zu 
allokieren: Man weiß vorher nicht, wie groß das Array werden kann, folglich muss es 
sehr groß angelegt werden, um weiterhin in den Genuss einer statischen 
Hashfunktion zu kommen, welche einfache Navigation bietet. So wird das Array trotz 
relativ enger Beschränkungen wie für o=12, s=10, x=20 und y=20 (gibt jeweils die 
Anzahl möglicher Bins in der jeweiligen Dimension Orientierung, Skale, x und y an) ς 
und somit 48.000 Einträgen, von denen nur ein kleiner Bruchteil genutzt wird ς sehr 
wahrscheinlich eine große Speicherverschwendung sein. Ich erkaufe mir auf Kosten 
schlechterer Navigierbarkeit einen großen Speicherspareffekt, da nur solche Bins 

Abbildung 13: Diese Darstellung zeigt einen kompletten Hashvorgang für einen Schlüsselpunkt. Ein 
Schlüsselpunkt (Daten hierfür im gelben Rahmen angegeben) wird, angefangen von den scaleBins, in jeder 
Dimension in den entsprechenden, doppelt verknüpften Listen solange bewegt, bis der gewünschte Bin 
erreicht ist und in die nächste Dimension gewechselt werden kann. Hierbei werden noch nicht erstellte Bins 
bei Bedarf generiert. D.H. der Zustand der weißen Bins im Diagramm ist unbekannt (existent / nicht existent) 
bzw. irrelevant, graue aber werden erstellt, sofern sie nicht schon existieren, da sie zur Navigation benötigt 
werden. Letztendlich wird in die Zielhypothese ein Eintrag vorgenommen (grünes Feld), der die maximale 
Skale, und den Index des Schlüsselpunktes in der Matchinglist enthält (also eine Index-Referenz auf das rote 
Feld darstellt). Die Prozentzahlen in x- und y-Richtung beziehen sich auf die maximale projizierte Modellgröße, 
errechnet aus dem Eintrag in der Scale-Liste und den Modelldimensionen. 
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erstellt werden, die auch wirklich notwendig sind. Diesen Nachteil korrigiere ich aber 
dadurch, dass ich mir diejenigen Cluster, die später für mich interessant sind merke 
und daher nicht mehr in der Hashtable navigieren muss. Letztendlich erhalte ich also 
gleich einen Vektor mit Clustern, die für die Verifikation relevant sind und umgehe 
somit die zeitraubende Überprüfung aller möglichen Posen auf 
Weiterverwendbarkeit. 

An die statische Funktion muss daher folgendes übergeben werden: Das erstellte 
orientBins -Array, dessen Dimension (12 im Normalfall), die Vektoren mit den 
gematchten Testbild- und Modellpunkten, die Modelldimensionen und ein Vektor in 
dem die relevanten Cluster gespeichert werden. 

 

3.2.3   Verifikation mit Top -Down Matching  

 

Sollte der Vektor mit den für die Verifikation bestimmten Hypothesen leer sein, ist 
an dieser Stelle die Objektinstanzenerkennung beendet, da das Modell im Testbild 
nicht gefunden wurde. Andernfalls wird folgendes solange immer wieder 
durchgeführt, bis entweder alle Hypothesen verworfen sind, oder die restlichen 
stabil bleiben τ  also im aktuellen Durchlauf keine Änderungen mehr aufgetreten 
sind: 

Zuerst wird für die Punkte jeder Hypothese nach dem beschriebenen kleinste-
Quadrate-Verfahren die Lösung der affinen Parameter bestimmt. Nun wird getestet, 
ob die Punkte des Modells, die mit den affinen Parametern transformiert werden, 
innerhalb gewisser Fehlergrenzen mit den Matches im Testbild übereinstimmen. 
Diese Fehlergrenze ist momentan 40% der maximalen projizierten Modellgröße 
(diese ist einfach zu bestimmen, da ich den maximalen scale gespeichert habe, siehe 
3.3.2), was bedeutet, dass der Betrag der Differenz von projizierten Modellpunkt und 
gematchtem Testbildpunkt in jeweils x und y-Richtung kleiner als 0,2 sein muss. 
Punkte die dieser Bedingung nicht genügen werden entfernt. Alle Hypothesen die 
anschließend weniger als drei Punkte enthalten werden ebenfalls entfernt und für 
allen anderen eine neue affine Matrix errechnet. 

In der folgenden Top-Down-Matchingphase wird jeder Punkt einer Hypothese 
daraufhin überprüft, ob er nicht auch den oben genannten Ansprüchen der 
Fehlergrenzen für andere Hypothesen, sprich affinen Parametern, genügt. Dabei 
werden in zwei ineinander verschachtelten Schleifen, die die Hypothesenliste 
durchwandern (die innere Schleife hat als Startpunkt die Hypothese nach der gerade 
untersuchten, daher Top-Down) alle Punkte, die auch in eine andere Hypothese 
fallen könnten in eben diese eingetragen, sofern nicht schon vorhanden. Trifft dies 
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zu, wird dieser Punkt aus der Ursprungsthese entfernt. Wie leicht zu sehen ist, 
gruppieren sich dabei die Punkte in einigen wenigen Hypothesen (optimalerweise 
eine pro zu erkennendem Objekt) und werden innerhalb der Fehlergrenzen stabil 
zusammengefasst. Wiederum werden alle Hypothesen, die nun weniger als drei 
Punkte enthalten, entfernt. 

Sofern sich in dem gerade beschriebenen Prozess eine Änderung der Hypothesen 
ergeben hat, wird wieder zum Anfang gesprungen und das ganze auf den 
veränderten Daten erneut ausgeführt. 

Die Matrizen, welche die affinen Parameter enthalten, (implementiert als CvMat  
aus OpenCV (19)) befinden sich in einem Vektor und der Index jeder Matrix 
entspricht dem Index der zugehörigen Hypothese aus dem Hypothesenvektor (in der 
Implementierung candidateList  genannt). So braucht dieser Programmteil 
folgende Daten: die gematchten Modellpunkte, sowie die zugehörigen 
Testbildmatches, die Kandidatenliste aus 3.2.2, ein leerer Vektor in dem die 
Parametermatrizen gespeichert werden und die Dimensionen des Modells. Die 
kleinste-Quadrate-Lösung wird unter anderem mit Hilfe der OpenCV-Funktionen 
bestimmt und ist in eine eigene Funktion ausgelagert. 

 

3.2.4   Verifikation mit einem Wahrscheinlichkeits -Modell  

 

Die Überprüfung der übrig gebliebenen Hypothesen mit Hilfe des in 3.1.4 
beschriebenen Wahrscheinlichkeitsmodells ist für die Run-Methode optional 

implementiert und lässt sich durch ein #define _PROBABILITY_CHECK_  in der 
Datei LoweMatchAdjustment.h  aktivieren, in welcher noch andere #define s 
stehen, um das Programm zu steuern. Standartmäßig ist es aus Gründen die ich im 
Experimentalteil erläutern werde, deaktiviert. Es ist auch eine statische Version 
dieser Überprüfung im Sourcecode, dessen Benutzung aber nicht im Beispielcode 
erläutert wird, hierzu siehe die Implementierung in der Run-Methode. 

Die Funktion verifiziert eine einzelne Hypothese unter Angabe der zugehörigen 
affinen Matrix, der Testbildmerkmalspunkte und der Modelldimensionen. Als 
Rückgabe wird entweder true für die angenommene Richtigkeit, oder eben false 
geliefert. Für P(m) ist ein Wert von 0,01 veranschlagt und der Grenzwert ist in der 
Ursprungsimplementierung 0,98 für P(m|f) wie von Lowe in (2) vorgeschlagen. 
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3.2.5   Weitere  Funktionen, Beispiele und Anmerkungen  

 

Hier sei ein kleiner Überblick über einige noch nicht erwähnte Funktionen und deren 
Zweck gegeben: 

Es wird mehrfach auf externe Hilfsfunktionen zugegriffen, die statisch in der Klasse 

UtilFuncs  zusammengefasst werden. Unter anderem eine Brute-Force Matching-
Methode, um die Schlüsselpunkte und zugehörigen Merkmale aus den Dateien zu 
lesen, die wiederum auf Hilfsfunktionen, wie die Bestimmung des quadratischen 
Abstands zugreift, oder eine Funktion, die den Binomialkoeffizienten n über k 
für n >= k und n,k ɴ ᴓ 0

+  errechnet. 

Außerdem gibt es Funktionen in der Klasse HashFunction ,  welche die Rahmen 
für erkannte Objekte einzeichnen, optional inklusive aller Featurepunkte (weiße 
Kreise), die gematchten Punkte (gelbe Kreise) und die für eine Erkennung relevanten 
Matches (rote Kreise, wobei diese im Testbild mit Hilfe der zugehörigen affinen 
Parameter aus dem Modellbild transformiert eingezeichnet werden), sowie eine 
Funktion die die affinen Parameter in einer Datei speichert für evtl. spätere 
Weiterverarbeitung. 

 

Die statische Run-Methode, an die nebst den Kommandozeilenparametern ein Flag, 
ob bei der Ausgabe die Featurepunkte mit eingezeichnet werden sollen, übergeben 
wird, erledigt einzelne sowie multiple Matches (Anmerkung: bei multiplen Matches 

Abbildung 14: Dass Modell rechts wurde zwei Mal erfolgreich im Testbild links gefunden (türkiser Rahmen) und 
die Featurepunkte zusätzlich eingezeichnet. Weiss: allgemein ein Featurepunkt. Gelb: Match. Rot: Match der 
zur Positionsbestimmung verwendet wurde. 
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mit ςfile Option-Aufruf ist keine Einzeichnung der Featurepunkte möglich!). Die 
Namen der Ausgabedateien bilden sich folgendermaßen: 

Für einzelne Matchaufrufe lautet die Parameterdatei: 

<model>Vs<image>.wri  

(z.B.: bei cola.pgm  gegen img10.pgm  -> colaVsimg10.wri ) 

und das Ausgabebild der Objekterkennung 

<model>Vs<image>.jpg . 

Zusätzlich wird bei der Einzelerkennung auch noch das Modellbild mit den 
eingezeichneten Schlüsselpunkten gespeichert (wird immer gespeichert, allerdings 
natürlich nur interessant, wenn die Option zur Einzeichnung aktiviert wurde). 

 

 

Abbildung 15: Bei multipler Objekterkennung werden alle gefundenen Modelle (3 kleine Bilder unten) in das 
Testbild (oben) in entsprechender Lage mit einem türkisen Rahmen eingezeichnet. 
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Für multiple Objekterkennung werden neben den Ausgabebildern, die die 
eingezeichneten Rahmen erkannter Objekte enthalten (der Dateiname des 
Testbildes ǿ ƛǊŘ ŘŀōŜƛ ŜƛƴŦŀŎƘ ǳƳ  α.a ǳƭǘƛwŜŎΦƧǇƎά ŜǊǿ ŜƛǘŜǊǘύ, auch die affinen 
Parameter gespeichert. Der Dateiname hierfür ist 

<image> . MultiRecAffine.wri  

(also für Urlaub1.pgm  gleich Urlaub1.pgm.MultiRecAffine.wri )  

und die Datei enthält folgende Informationen: das Modell gegen welches getestet 
wurde, die Anzahl der verifizierten Hypothesen, die Modellgröße sowie die affinen 
Parameter selbst als m1 m2 m3 m4 tx ty, für jedes Modell sequentiell. 

Im Programmablauf werden im Konsolenfenster immer die aktuellen Schritte 
angezeigt, sowie Zwischenmeldung über die Anzahl der Matches, die Aufschluss über 
die Qualität der Features oder die Eignung der Modelle für die gerade durchgeführte 
Objekterkennung geben. 

Anmerkung für Entwickler, die den Code ändern wollen: Sollten einzelne Funktionen 
überschrieben werden ist es wichtig zu prüfen, ob die interne Repräsentation der 
Daten erhalten bleibt. Z.B. wird an mehreren Stellen erwartet, dass die Indizes 
zweier Vektoren die Beziehung dieser Einträge zueinander definieren. Daher muss 
man gegebenenfalls entweder diese Formatierung einhalten, oder aber abhängige 
Funktionen entsprechend verändern. Nicht zuletzt deswegen habe ich zusätzlich eine 
statische Version implementiert um zu demonstrieren, wie die einzelnen 
Datenstrukturen voneinander abhängen, da diese ja explizit immer wieder 
übergeben werden müssen. 
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Kapitel 4  

 

4  Evaluation  

 
Im letzten Teil beschäftige ich mich mit durchgeführten Testreihen, stelle die 
Ergebnisse vor und ziehe Vergleiche zur Referenzimplementierung von Lowe (1). 
Außerdem führe ich vor, welche Auswirkungen bestimmte Veränderungen an 
einzelnen Programmteilen haben und zeige im Verlauf, wie sich die Programme 
entwickelt haben, insbesondere im Hinblick darauf, wie sich verschiedene Bugs 
während des Entwicklungsprozesses auswirkten. Am Ende gebe ich einen Ausblick 
über noch mögliche Verbesserungen. 

 

4.1  Merkmalsstabilität  

 

Wie sich während des Entwicklungsprozesses herausstellte, hatten verschiedene 
Bugs im Merkmalsextraktionsprogramm, welches ich in Kapitel 2 vorgestellt habe, 
gravierende Auswirkungen auf die Featurestabilität. In der ursprünglichen 
Implementierung zeigte sich, dass die geforderten Aufgaben nur für einige wenige 
Spezialfälle annähernd zufrieden stellend erfüllt wurden, mit anderen Worten, es hat 
nur für ein Demobild funktioniert und bei allen anderen teilweise sogar mit 
Abstürzen reagiert. Ein Grund für die Programmabstürze war das Überschreiten von 
Datenarraygrenzen bei der Deskriptorberechnung, hervorgerufen durch in anderen 
Programmteilen fehlerhaft erstellte Indizierung, ebenso wie durch Nichtbehandlung 
von Grenz- und Ausnahmefällen, oder schlicht durch fehlerhafte Implementierung. 
Ein Beispiel hierfür ist die Anpassung der Parabel an die Maxima der 
Histogrammwerte, bei der nicht darauf geachtet wurde, dass die übergebenen 
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Werte tatsächlich ein Maximum beschreiben (dies kann durch die 80%-Regel zur 
Erstellung der Orientierungen geschehen. Näheres hierzu siehe 2.2.1). 

 

Abbildung 16 zeigt anschaulich, dass die Anpassung der Parabel für das globale 
Maximum in Bin 1 korrekt durchgeführt werden kann und zwischen den Bins 0, 1 
und 2 interpoliert wird. Nun fällt Bin 2 aber in die 80%-Regel und sofern nicht 
überprüft wird, ob Bin 2 tatsächlich ein lokales Maximum darstellt, wird die 
Interpolation zwischen 1, 2 und 3, wie leicht zu sehen ist dazu führen, dass der 
Scheitelpunkt möglicherweise weit außerhalb der Histogramms liegen kann. 

Nachdem solche semantischen Fehler beseitigt waren, stellte sich in den ersten 
Testreihen heraus dass noch etliche logische Fehler im Programm waren. Da das 
identische Matching (ein Bild wird gegen sich selber getestet) keinen Aufschluss gab, 
was bedeutet dass die Featuregenerierung wenigstens stabil war (wenn auch stabil 
falsch wie sich gleich zeigen wird), führte ich einige synthetische Tests durch. 

Dafür definiere ich nun 3 Testkategorien: 

1. Synthetische Tests: Es werden einfach Ausschnitte aus Bildern hergenommen 
und diese gegen das Ursprungsbild getestet, evtl. auch gedreht, skaliert oder 
teilweise verdeckt. 

2. Optimierte Tests: Diese Tests beziehen sich auf Bilder, die auf Internetseiten 
die sich mit Objekterkennung beschäftigen, zu finden sind. Dies können z.B. 
verschiedene Bilder einer Szene sein, die sich durch Rotation, Skalierung, 
Illumination oder Blickwinkel unterscheiden und tatsächlich getrennt 
voneinander aufgenommen wurden, ohne ein Bild durch z.B. Überarbeitung 
am PC aus einem anderen zu generieren. Diese Bilder sind offensichtlich 
sorgfältig ausgewählt und haben im Normalfall Eigenschaften, welche hohe 
Matchingraten ermöglichen, da viele gut unterscheidbare Features extrahiert 
werden können, um sozusagen die Qualitäten der jeweiligen 
Implementierung in den Vordergrund zu stellen. Zwar kann man den 

Abbildung 16: Zur Keypointerstellung werden alle Maxima des Histogramms, die innerhalb 80% des globalen 
Maximums liegen, ebenfalls herangezogen. Hier ein vereinfachtes Histogramm mit nur 4 Richtungen. Bei [1] 
liegt das globale Maximum und [2] ist größer als 0,8*[1], aber kein Maximum. Wird dies nicht sorgfältig 
überprüft, kann man leicht sehen, dass der Scheitel der angepassten Parabel außerhalb des Histogramms 
liegen kann. 
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Ergebnissen solcher Tests nur bedingt trauen, dienen aber als guter Vergleich 
zu anderen Programmen, die die gleichen Testreihen benutzt haben (24). 

3. Stresstests: Die letzte Kategorie beinhaltet von mir selber mit einer 
Digitalkamera (Casio Exilim Z600) aufgenommene Bilder, die aufgrund 

o von extremen Auflösungsunterschieden zwischen Modell und 
Testbild; 

o von großen Blickwinkeländerungen; 
o der Auswahl von Objekten, die nur sehr wenige stabile oder 

unterscheidbare Features liefern ( z.B. teilweise durchsichtig oder sich 
wiederholende Muster); 

o der Auswahl nichtplanarer Objekte (z.B. zylindrische Form) 

ǎƛŎƘ ŘŜƴƪōŀǊ αǎŎƘƭŜŎƘǘά ŦǸǊ ŘƛŜ h ōƧŜƪǘŜǊƪŜƴƴǳƴƎ ŜƛƎƴŜƴΦ {ƻƳ ƛǘ ƛǎǘ Řŀǎ 
Programm gezwungen, ŀƳ  wŀƴŘŜ ŘŜǎ αa ŀŎƘōŀǊŜƴά Ȋǳ ƻǇŜǊƛŜǊŜƴ ǳƴŘ ƪleinste 
Fehler bzw. Veränderungen am Code wirken sich auf die Stabilität aus, die bei 
den ersten beiden Testvarianten gar nicht ins Gewicht fallen. Somit kann 
man, natürlich immer mit Gegenverifikation um nicht einen Erkenner nur für 
Spezialfälle zu produzieren, die Qualität des Programms weiter steigern. 

Die synthetischen Tests ergaben, dass die extrahierten Merkmale bereits 
weitestgehend skaleninvariant waren, aber sehr sensibel auf 2D-Rotation reagierten, 
was sich auf die Matchingrate mit einem Rückgang von teilweise über 50% 
auswirkte. Da die generelle Matchingrate sowieso nur 70% im Vergleich zu Lowes 
Referenzimplementierung betrug, sackten die Ergebnisse bis unter 35% ab. Durch 
Behebung dieses Fehlers (die Winkel zur rotationsinvarianten Beschreibung des 
Deskriptors wurden addiert, statt durch Differenz zu einem Normalwert gedreht) 
war somit eine durchgehende Matchingrate von 60-70% gegeben (wohlgemerkt für 
die synthetischen Tests). 

Abbildung 17: Bei diesem 
Testbild wurde das Modell 
künstlich aus einem Ausschnitt 
konstruiert (das Motorrad in der 
Mitte) und anschließend der 
Test etwas erschwert, indem 
zusätzlich  Instanzen in das 
Testbild kopiert wurden 
(teilweise gedreht, verdeckt und 
skaliert). Trotzdem wurden alle 
Instanzen in korrekter Lage 
erkannt. An den roten und 
gelben Kreisen kann man sehen 
wieviele Features jeweils zur 
Positionsbestimmung 
herangezogen wurden. 


